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Введение
Хорошо известно, что задача машинного обучения по прецедентам является некорректно поставленной. Восстановление функции непрерывных, в общем случае, переменных по конечному набору точек приводит к континууму допустимых решений, обладающих разным качеством с точки зрения обработки новых объектов (различной обобщающей способностью) и является причиной перенастройки (overfitting) алгоритмов распознавания. Естественным способом улучшения обобщающей способности является минимизация ошибок на валидационной выборке или при скользящем контроле. Однако, оба этих способа не всегда приемлемы в силу значительных вычислительных или информационных затрат. Кроме того, такие оценки обладают значительной дисперсией и их оптимизация, вообще говоря, не гарантирует получения наилучшего алгоритма распознавания. 
Другим возможным способом улучшения обобщающей способности является искусственное сужение области поиска решения заданием ограничений или введением штрафных функций. Такой подход получил название регуляризации машинного обучения. В общем виде схема регуляризации представляет замену исходного функционала качества, связанного с ошибкой на обучающей выборке, регуляризованным функционалом
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В этом случае, при обучении нет необходимости привлекать независимую валидационную выборку или проводить процедуру скользящего контроля. На сегодняшний день известно множество различных процедур регуляризации для тех или иных семейств алгоритмов распознавания [4]. Ключевой проблемой при регуляризации является выбор значения параметра регуляризации 
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. Регуляризатор 
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, обычно штрафующий те или иные особенности алгоритма, которых пользователь хотел бы избежать, оперирует в других терминах относительно функционала 
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, поэтому их прямое сравнение требует тщательного выбора параметра 
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. Как правило, такой выбор осуществляется эвристически либо с использованием валидационной выборки или скользящего контроля.
Общие принципы регуляризации

На сегодняшний день известны, по крайней мере, три общие процедуры регуляризации, применимые к достаточно широкому кругу алгоритмических семейств. Наиболее известная из них – структурная минимизация риска Вапника-Червоненкиса [1], опирающаяся на понятие емкости классификатора. При ее использовании предпочтение отдается наименее «гибким» классификаторам, обеспечивающим приемлемую точность на обучении. Другой процедурой является принцип минимальной длины описания (Minimal Description Length) [2], выражающий точность на обучении и алгоритмическую сложность классификаторов в терминах длины закодированного сообщения. Более простые классификаторы являются предпочтительными. Наконец, третьей известной процедурой, получившей развитие в мире в последнее время, является т.н. Байесовская регуляризация [3]. 
Принцип наибольшего основания

В дальнейшем будем считать, что рассматриваемые семейства классификаторов оперируют в вероятностных терминах или, по крайней мере, допускают адекватную вероятностную трактовку. В этом случае классический подход к машинному обучению состоит в применении принципа наибольшего правдоподобия, т.е. классификации новых данных по результатам обучения как 
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- параметр алгоритма, обращающий в максимум правдоподобие обучающей выборки 
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. При наличии нескольких конкурирующих моделей (семейств алгоритмов распознавания) 
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 предпочтение отдается той модели, в которой правдоподобие обучающей выборки было наибольшим. Очевидно, что прямое применение такого подхода чревато получением перенастроенного решения. Введем априорные распределения 
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параметров алгоритма 
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 в модели 
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. Применим принцип максимума правдоподобия для выбора подходящей модели
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Величина 
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 называется основанием (evidence) модели. При этом распознавание новых данных формально может быть записано как
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где 
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Аппроксимация evidence
Подсчет величины основания является, вообще говоря, нетривиальной задачей. Однако, на самом деле, основной интерес представляет не поведение различных классификаторов модели при всех возможных значениях параметров, а лишь локальное поведение подынтегральной функции в окрестностях точки максимума. Наличие других максимумов не должно играть роли при выборе модели, так как они не оказывают никакого влияния на классификацию и обобщающую способность. В этой связи предлагается использовать аппроксимацию Лапласа (замену логарифма подынтегральной функции первыми тремя членами его разложения в ряд Тэйлора в точке максимума) не только при регуляризации линейных моделей (например, линейной ядровой регрессии или метода релевантных векторов), но и в случае многоэкстремальных функций. В этом случае значение основания модели может быть приближенно записано как 
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, а N  - количество параметров алгоритма. Предлагаемый подход позволяет выразить в единых терминах точность и устойчивость классификатора по отношению к изменению параметров алгоритма. Это, в свою очередь, дает возможность обеспечить компромисс между этими двумя понятиями. Представляется разумным требовать от алгоритма, обеспечивающего приемлемую точность на обучении, максимальной устойчивости, а не минимальной сложности или «гибкости». В данном случае, Байесовская регуляризация является в некотором смысле обоснованием полученного соотношения точность/устойчивость.
Предложенный подход был успешно применен для задачи подбора наилучшей потенциальной функции в ядровых методах (см. доклад «Использование принципа наибольшего основания для автоматического выбора ядровой функции» настоящего сборника).
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