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Введение
Одной из ключевых проблем, возникающих при построении алгоритмов распознавания образов, является проблема переобучения, т.е. слишком точная настройка методов на обучающую выборку, которая ведет к плохому качеству распознавания тестовой выборки. В методе бинарных решающих деревьев процесс обучения (ветвление дерева) продолжается до тех пор, пока в каждом листе дерева объекты не будут принадлежать только одному классу (если не вводить дополнительные критерии остановки). Построенное таким образом дерево назовем полным. Для решения проблемы переобучения разработаны различные методы остановки ветвления раньше достижения нулевого уровня ошибки на обучающей выборке, а также методы обрезания (pruning) полного дерева [1]. В настоящий момент ни один из методов обрезания дерева не является универсальным для всех типов задач.

Целью данной работы было исследование применения принципа минимальной длины описания (MDL) для обрезания бинарных решающих деревьев. Также проведено сравнение на тестовых задачах 5 различных методов обрезания [1]: REP (Reduced Error Pruning), PEP (Pessimistic Error Pruning), MEP (Minimum Error Pruning), CCP (Cost-Complexity Pruning) и MDLP (Minimum Description Length Pruning).

Minimum Description Length Pruning (MDLP)
Общее описание принципа минимальной длины описания можно найти, например, в [2]. При использовании метода бинарных решающих деревьев, длину описания можно оценить следующим образом:
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где 
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- длина описания дерева, построенного по обучающей выборке; 
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- длина описания объектов, неправильно распознанных этим деревом; 
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- доля неправильно распознанных объектов; 
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 - число признаков; 
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- число вершин дерева; 
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- число объектов в обучающей выборке, а 
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- число классов. Для кодирования неправильно распознанных объектов используются номер объекта в обучающей выборке и его метка класса.
При кодировании решающего дерева по-разному представляются листья и внутренние вершины. Для описания листа нам достаточно указать метку класса. А чтобы полностью описать внутреннюю вершину, необходимо указать номер признака, значение порога (в качестве порогового значения берется среднее арифметическое значений 2-х объектов по данному признаку, поэтому используются номера 2-х объектов), а также указатели на две дочерние вершины (их номера в массиве вершин дерева). 

При построении (последовательном ветвлении) дерева удобно вычислять длину описания дерева рекурсивно, т.к. при очередном ветвлении добавляется 1 лист и 1 внутренняя вершина:
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При распознавании по принципу минимальной длины описания используется дерево, для которого достигается минимум длины описания среди всех деревьев, получаемых на различных итерациях ветвления.
Сравнение результатов работы методов обрезания

Для проведения исследования были выбраны 4 известные задачи классификации, взятые из хранилища UCI [3]: "Cleveland", "LongBeach", "Hungary", "Switzerland". Это данные по четырем клиникам о сердечных заболеваниях. Для построения полного дерева каждый раз использовался алгоритм C4.5 [4]. Для оценки качества распознавания методов была выбрана следующая стратегия проведения эксперимента. Для каждой задачи все множество объектов 20 раз случайным образом разбивалось на обучающую и тестовую выборки так, чтобы в обучающую выборку попало примерно 70% объектов, а в тестовую, соответственно, около 30%. Таким образом, качество распознавания проверялось на независимой от объектов обучения выборке, а затем результат усреднялся для всех 20 подвыборок исходной задачи.

В таблице 1 представлена средняя доля ошибок вместе со стандартным отклонением на тестовой выборке при применении рассматриваемых методов обрезания полного дерева. Строка Full показывает минимум ошибки по деревьям, которые получались на различных этапах построения полного дерева. Методы REP и CCP, в отличие от методов MEP, PEP и MDLP, используют для обучения контрольную выборку (pruning set), поэтому для них полное дерево строилось не по всей обучающей выборке, а только по 70% объектов обучения. Строка Reduced отражает минимум ошибки при использовании поддеревьев дерева, построенного по редуцированной обучающей выборке.
Еще одной характеристикой, отражающей способность дерева к обобщению, является количество вершин. В таблице 2 приведены данные по числу вершин для методов обрезания, а также для полного дерева (Full) и дерева, построенного при использовании 70% обучающей выборки (Reduced).
Таблица 1. Доля ошибок на тестовой выборке (в процентах)
	
	Cleveland
	Hungary
	LongBeach
	Switzerland

	MEP
	25.71±5.22
	20.11±3.24
	27.35±2.68
	7.89±0

	PEP
	21.69±3.14
	20.23±3.22
	26.23±0
	7.89±0

	MDLP
	22.12±4.36
	20.11±2.85
	27.61±2.69
	7.89±0

	Full
	18.91±2.67
	17.53±3.69
	23.12±4.86
	7.89±0.59

	REP
	23.42±3.93
	29.10±8.15
	29.34±4.82
	8.42±1.62

	CCP
	26.20±5.25
	22.02±4.31
	35.12±6.98
	14.08±6.23

	Reduced
	19.84±3.76
	17.75±3
	25.45±4.03
	7.78±2.5


Таблица 2. Число вершин в дереве

	
	Cleveland
	Hungary
	LongBeach
	Switzerland

	MEP
	6.7±6.94
	5.6±3.84
	2.6±3.24
	1±0

	PEP
	21.8±6.3
	7.8±3.97
	1±0
	1±0

	MDLP
	11±2.25
	4.9±1.77
	1.84±1.38
	1±0

	CCP
	22.4±10.36
	47±26.6
	159±66.27
	14.3±3.85

	Reduced
	45.9±5.33
	70.7±19.55
	163.8±64.1
	14.6±2.5

	Full
	69.1±4.79
	103.9±22.02
	304±113.8
	19.6±3.62


Заключение

Таким образом, рассмотренный метод обрезания MDLP показал хорошие результаты на различных задачах по доле ошибок на тестовой выборке, и выбирает относительно небольшие поддеревья, что, по-видимому, предохраняет обрезанное решающее дерево от существенного переобучения.

Этот метод можно применять для обрезания решающего дерева наравне с другими известными методами pruning, а для многих задач с большим успехом.
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